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ДИСКРЕТНОЕ ВЭЙВЛЕТ–ПРЕОБРАЗОВАНИЕ
ФУНКЦИЙ НА ОГРАНИЧЕННОМ ИНТЕРВАЛЕ И

ПРОГНОЗИРОВАНИЕ НА ЕГО ОСНОВЕ
ВРЕМЕННЫХ ПОСЛЕДОВАТЕЛЬНОСТЕЙ,

ЗАДАННЫХ КОРОТКОЙ ВЫБОРКОЙ

В статье предложена модификация дискретного вэйвлет-
преобразования функций на ограниченом интервале. Разработан
метод прогнозирования временных последовательностей, заданных
короткой выборкой. Проведено численное моделирование на основе
медицинских данных; результаты подтверждили эффективность
развиваемого подхода.

Введение
В задачах обработки информации, связанных с построением аппро-

ксимирующих и экстраполирующих моделей, наряду со ставшими уже
традиционными искусственными нейронными сетями и системами не-
четкого вывода и аппаратом различных преобразований (Фурье, Лапла-
са, F–преобразования и т.п.) в настоящее время получили распростра-
нение подходы, основанные на гибридных системах вычислительного
интеллекта [1–4] и, в том числе, вэйвлет–нейронные сети [5–10].

Обладая универсальными аппроксимирующими возможностями ней-
ронных сетей и свойствами компактного локального представления сто-
хастических процессов на основе вэйвлетов, вэйвлет–нейронные сети
продемонстрировали свою эффективность в задачах идентификации,
эмуляции и прогнозирования нелинейных нестационарных сигналов и
систем. Вместе с тем, необходимость наличия больших обучающих выбо-
рок и низкая скорость настройки нейронных сетей, основанных на опти-
мизации принятого критерия обучения, заставляет искать альтернатив-
ные подходы в задачах, характеризующихся малым объемом априорной
информации, прежде всего малыми выборками наблюдений.

В настоящей работе предпринимается попытка решения задачи ап-
проксимации и экстраполяции функций, заданным ограниченным чи-
слом наблюдений, на основе дискретного вэйвлет–преобразования [11-
12], дискретного F–преобразования [13] и искусственных нейронных се-
тей, основанных на принципе ”нейроны в точках данных” (”neurons at
the data points”) [14].

Дискретное вэйвлет–преобразование функции, заданной
на ограниченном интервале

Пусть функция y = f(x), подлежащая преобразованию, задана на
ограниченном интервале [a, b], на котором задан также набор фиксиро-
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ванных узлов a ≤ c1 ≤ c2 ≤ . . . ≤ cj ≤ ch ≤ b. С каждым из узлов
свяжем дочерний вэйвлет ϕj(x) = ϕ(x, cj , σj), где cj и σj – параметры,
задающие расположение центра вэйвлета и его ширину соответственно.
Полный набор дочерних вэйвлетов на интервале [a, b] может быть описан
также с помощью h×1–вектора ϕh(x) = (ϕ1(x), . . . , ϕj(x), . . . , ϕh(x))T , а их
взаимное расположение показано на рис. 1.
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Рис. 1 – Дочерние вэйвлеты на интервале [a, b]

Набор вещественных чисел W h = (W1, . . . ,Wj , . . . ,Wh)T таких, что

Wj =

R b

a
f(x)ϕj(x)dxR b

a
ϕj(x)dx

, j = 1, 2, . . . , h, (1)

будем называть интегральным вэйвлет–преобразованием функции f(x)
на интервале [a, b].

Поскольку в задачах, связанных с обработкой информа-
ции, функция f(x) задается, как правило, в отдельных точках
x(1), y(1);x(2), y(2); . . . ;x(k), y(k); . . . ;x(l), y(l), h ≤ l, более удобно вместо
(1) использовать выражение

Wj(l) =

Pl
k=1 y(k)ϕj(x)Pl
k=1 ϕj(x(k))

, j = 1, 2, . . . , h, (2)

которое будем называть дискретным вэйвлет–преобразованием фун-
кции f(x) на интервале [a, b].

Можно видеть, что значение Wj(l), полученное с помощью (2), достав-
ляет минимум функции (критерий обучения)

El
j =

lX

k=1

(f(x(k))−Wj)
2ϕj(x(k)). (3)

Обратное к (2) преобразование определяется выражением
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ŷW (k) = fW,h(x(k)) =

hX

j=1

Wj(l)ϕj(x(k)) = (W h(l))Tϕh(x(k)) (4)

и структура совпадает с обратным дискретным F–преобразованием [13].
На рис. 2 приведена функция y = (x − 1)(x − 2)(2x − 3) + 6 на интер-

вале [0, 3.1] (пунктирная линия) и соответствующее ей преобразование
(сплошная линия) при равномерном расположении узлов cj (отмечено ”o”),
h = 10 и числе наблюдений l = 10.
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Рис. 2 – Демонстрация дискретного вэйвлет–преобразования

В общем случае в преобразовании (2) расположение узлов cj никак не
связано с расположением наблюдений x(k), а его структура, если рас-
сматривать ее с точки зрения организации процесса обучения вэйвлет–
нейронных сетей [5-8,15], с учетом (3) может быть отнесена к системам,
обучение которых основано на решении задачи оптимизации.

Альтернативой системам вычислительного интеллекта, обучение ко-
торых основано на оптимизации, являются системы, основанные на па-
мяти, обучаемые за один проход и реализующие концепцию ”нейроны
в точках данных” [14]. Представителями таких систем является обоб-
щенная регрессионная нейронная сеть (GRNN) [16] и ее развитие в фор-
ме обобщенной регрессионной нейро-фаззи сети [17,18], предназначенные
для решения задач идентификации и эмуляции нелинейных объектов.

В основе обобщенных регрессионных сетей лежит идея непараметри-
ческого оценивания на основе ядерных оценок Надарая-Ватсона [19,20],
при этом для обучающей выборки {x(k), y(k)}, k = 1, 2, . . . , l сеть реализу-
ет отображение
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ŷG(x) =

Pl
k=1 y(k)ψ(D(k), σ)
Pl

k=1 ψ(D(k), σ)
, (5)

где ψ(D(k), σ) – ядерная функция, аргументами которой являются рас-
стояние D(k) = |x− x(k)| и параметр ширины σ.

Обучение обобщенной регрессионной нейронной сети реализуется
крайне просто и состоит в однократной установке центров ядерных фун-
кций ψ(•) в точках наблюдений x(k) (нейроны в точках данных). Как
отмечено в [16], основными преимуществами обобщенной регрессионной
нейронной сети являются быстрое обучение и сходимость к оптимальной
нелинейной кривой регрессии.

На рис. 3 показана архитектура GRNN с одним входом x(k) и числом
наблюдений равным l.
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Рис. 3 – Обобщенная регрессионная нейронная сеть с одним входом

Применяя идеи, лежащие в основе GRNN, будем располагать узлы
преобразования (2) в точках, соответствующих наблюдениям x(j), j =
1, 2, . . . , l, а в качестве дочерних вэйвлетов вместо ϕj(x) = ϕ(x, cj , σ)
используем ϕj(x) = ϕ(x, x(j), σ), при этом число коэффициентов Wj(l)
становится равным l вместо h. Понятно, что ϕk(x(k)) = 1.

Введем далее в рассмотрение элементарную архитектуру, реализую-
щую обратное дискретное вэйвлет–преобразование (4) и имеющую вид,
приведенный на рис. 4.

При подаче на вход этой архитектуры сигнала x(p) (p > l), не прина-
длежащего обучающей выборке, на ее выходе появляется значение
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Рис. 4 – Архитектура обратного дискретного вэйвлет–преобразования

ŷW (x(p)) = ŷW (p) =
lX

j=1

Wj(l)ϕj(k)(x(p)), (6)

аппроксимирующее исходную функцию f(x) в точке x(p).

Прогнозирование временных последовательностей
заданных короткой выборкой

Рассмотрим задачу прогнозирования случайной последовательности
x(1), . . . , x(k), . . . , x(l), где k – имеет смысл дискретного времени. Предпо-
лагается, что количество наблюдений l, таково, что не позволяет исполь-
зовать для построения прогноза x̂(l+ 1) любую нейронную сеть, основан-
ную на оптимизации, вместо которой мы будем применять архитектуру,
приведенную на рис. 4, преобразование (6) и нелинейную модель авторе-
грессии первого порядка

x̂(l + 1) = f(x(l)),

где вид функции априори известен. С каждым наблюдением x(k), k =
1, 2, . . . , l − 1, свяжем дочерний вэйвлет так, как это показано на рис. 5.

Для каждого наблюдения x(k) рассчитаем l − 1 коэффициентов

Wj(l) =

Pl−1
k=1 x(k + 1)ϕj(x(k))Pl−1

k=1 ϕj(x(k))
=

Pl−1
k=1 x(k + 1)ϕ(|x(j)− x(k)| , σ)
Pl−1

k=1 ϕ(|x(j)− x(k)| , σ)
,

j = 1, 2, . . . , l − 1,

после чего найдем значение прогноза в виде

x̂(l + 1) = fW,l(x(l)) =

l−1X

k=1

Wj(l)ϕj(x(l)) =

l−1X

k=1

Wj(l)ϕ(|x(j)− x(k)| , σ),
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Рис. 5 – Прогнозирование по короткой выборке

являющиеся по сути обратным преобразованием (6).

Численное моделирование
Численное моделирование было проведено на данных, полученных в

рамках договора о научном сотрудничестве между Харьковским наци-
ональным университетом радиоэлектроники и Институтом неотложной
и общей хирургии АМН Украины. Было проведено изучение динамики
показателей гомеостаза у больных с острым повреждением желудка [21].
Анализу подлежали показатели кислородного каскада, системной гемо-
динамики, суточной рН-метрии и маркеров гипоксии и эндотоксемии. Ре-
зультатом обработки изучаемых клинико–лабораторных данных было
определение степени развития энтеральной недостаточности, что позво-
лило на основе полученного прогноза проводить адекватную гастропро-
текторную терапию.

Выводы
Рассмотрена задача нахождения дискретного вэйвлет–

преобразования функции, заданной на ограниченном интервале
малым числом наблюдений, и построения на его основе одношагового
прогноза нелинейной временной последовательности. Полученные
результаты просты в численной реализации и позволяют обрабатывать
данные в условиях существенного дефицита информации.
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