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АНОТАЦІЯ 
Актуальність. Розглянуто задачу структурного доналаштування попередньо синтезованих моделей на базі штучних 

нейронних мереж для забезпечення властивості інтерпретабельності при роботі із великими об’ємами даних. Об’єктом до-
слідження є процес структурного доналаштування штучних нейронних мереж з використанням адаптивних механізмів.  

Мета роботи полягає у розробці методу структурного доналаштування нейронних мереж для підвищення швидкості їх 
роботи та зменшенні ресурсоємності при обробці великих даних.  

Метод. Запропоновано метод структурного доналаштування нейронних мереж на основі адаптивних механізмів запози-
чених із нейроеволюційних методів синтезу. На початку метод використовує систему індикаторів для оцінки існуючої стру-
ктури штучної нейронної мережі. Оцінка ґрунтується на структурних особливостях нейромоделі. Потім отримані індикато-
рні оцінки порівнюються із критеріальними значеннями для вибору типу структурного доналаштування. У якості варіантів 
структурного доналаштування використовується варіанти мутаційних змін із групи методів нейроеволюціонної модифікації 
топології і ваг нейромережі. Метод дозволяє знизити ресурсоємність під час роботи нейромоделі, за рахунок пришвидшення 
обробки великих даних, що розширює поле практичного застосування штучних нейронних мереж.  

Результати. Розроблений метод реалізовано та досліджено на прикладі використання рекурентної штучної мережі типу 
Довга короткочасна пам’ять при вирішенні задачі класифікації. Використання розробленого методу дозволило збільшити 
швидкість роботи нейромоделі з тестовою вибіркою на 25,05%, в залежності від використовуваних обчислювальних ресур-
сів.  

Висновки. Проведені експерименти підтвердили працездатність запропонованого математичного забезпечення і дозво-
ляють рекомендувати його для використання на практиці при структурному доналаштуванні попередньо синтезованих ней-
ромоделей для подальшого вирішення задач діагностування, прогнозування, оцінювання та розпізнавання образів з викори-
станням великих даних. Перспективи подальших досліджень можуть полягати в більш тонкому налаштуванні системи інди-
каторів для визначення зв’язків, що кодують зачумлені дані з метою додаткового підвищення точності роботи моделей на 
основі нейронних мереж. 

КЛЮЧОВІ СЛОВА: інтерпретабельність, топологія, доналаштування структури, нейроеволюція, нейронні мережі.  
 

АБРЕВІАТУРИ 
IoT – Internet of things; 
LSTM – Long short-term memory; 
OBS – Optimal Brain Surgery; 
TWEANN – Topology and Weight Evolving Artificial 

Neural Networks; 

WANN – Weight Agnostic Neural Networks; 
РНМ – рекурентна нейронна мережа; 
ШНМ – штучна нейронна мережа. 

 
НОМЕНКЛАТУРА 

ε  – незалежна змінна; 
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SampleE – функція помилки; 
c  – міжнейронні зв’язки ШНМ; 

condcomplcrit  – критерій умовної складності; 
E  – відносна помилка; 

SampleE  – помилка моделі на тестовій вибірці; 

classerror  – помилкові екземпляри; 

NNError  – точність роботи ШНМ; 
( )ε,wf  – математична модель; 

cFB  – зворотні зв’язки у ШНМ; 

cFF  – прямі зв’язки у ШНМ; 
( )i
activind ,μ  – індикатор логічної прозорості i -го ней-

рона μ -го шару мережі; 

rconninddeg  – індикатор середньої зв’язаності 
ШНМ; 

distrateind  – індикатор розрідженості зв’язків ме-
режі; 

transpindlog  – індикатор логічної прозорості ШНМ  

memorind  – індикатор використання пам’яті; 
k  – кількість міжнейронних зв’язків у ШНМ. 
L  – кількість шарів у ШНМ; 
l  – кількість нейронів на вході мережі; 

iN  – множина нейронів на вході мережі; 

oN  – множина нейронів на виході мережі; 

hN  – множина нейронів прихованого шару мере-
жі; 

sN  – загальна кількість нейронів в ШНМ; 
NN  – штучна нейронна мережа; 

paramNN  – мета-параметри (інформація) про ме-
режу; 

structNN  – структура мережі; 

μNumN  – число нейронів у μ -му шарі ШНМ; 
( )iNumW ,μ  – кількість ваг i -го нейрону у μ -му 

шарі ШНМ; 
( )i
wNumW ,

0
μ
=  – кількість ваг i -го нейрону у μ -му 

шарі ШНМ, що дорівнюють 0; 
samplNumber  – кількість екземплярів у вибірці; 

p  – кількість нейронів на виході ШНМ; 
r  – кількість нейронів у прихованому шарі ШНМ. 
param  – параметри ШНМ; 

Instsamp – кількість екземплярів у навчальній ви-
бірці; 

Featsamp – кількість ознак у навчальній вибірці 
struct  – структура ШНМ; 
Sample  – вхідна вибірка даних; 

1Val  – обмеження на складність ШНМ; 

2Val  – обмеження на розмірність ШНМ; 
w  – сукупність параметрів регресійної моделі;  

FBcW – кількість зворотних зв’язків для рекурент-
них нейромереж ( { }jFBc wwwW ,...,, 21== ); 

FFcW  – кількість прямих зв’язків нейромережі 
( { }iFFc wwwW ,...,, 21= ); 

0=wW  – ваги зв’язків, що дорівнюють нулю. 
 

ВСТУП 
Впровадження технологій, на кшталт: IoT, відда-

лених сенсорних систем та мереж допомагає промис-
ловостям підвищити ефективність [1–5], проте мож-
ливості аналізувати величезні обсяги наявних даних 
саме тоді, коли це необхідно – в режимі онлайн, за-
лишаються значно обмеженими. Зазвичай це обумов-
лено складнощами з обробкою великих даних в реа-
льному часі [6]. Предобробка даних може іноді займа-
ти занадто багато часу і так само бути досить ресур-
соємною. Тому варто звернути увагу на саму модель, 
яка використовується для роботи.  

Завдання пошуку оптимальної структури нейрон-
ної мережі тісно пов’язана з проблемами недонавчан-
ня та перенавчання [6–8]. Занадто прості мережі не 
здатні адекватно моделювати цільові залежності в 
реальних завданнях. Занадто складні мережі мають 
надлишкове число вільних параметрів, які в процесі 
навчання налаштовуються не тільки на відновлення 
цільової залежності, але і на відтворення шуму [9, 10].  

В роботі автори пропонують метод структурної 
оптимізації, що ґрунтується на адаптивних механіз-
мах нейроеволюційних підходів для пошуку найбільш 
оптимальної структури ШНМ, що використовується у 
якості моделі при обробці даних. 

Об’єкт дослідження – процес структурного дона-
лаштування ШНМ.  

Існуючі методи структурного доналаштування си-
нтезованих нейромоделей характеризуються низкою 
недоліків [6–8]. Для деяких методів ці недоліки обу-
мовлені необхідністю обрахунку додаткових метапа-
рметрів, що значно підвищує вимоги до обчислюва-
льних ресурсів. Для інших методів недоліки пов’язані 
із вузькою областю специфічних задач відповідних 
неромоделей. 

Предмет дослідження – метод структурного до-
налаштування ШНМ.  

На сьогоднішній день існує група методів нейроево-
люційного підходу, що одночасно виконую модифікацію 
топології та параметрів нейромоделі – TWEANN [11, 
12]. Проте, загальний процес синтезу нової ШНМ 
може бути занадто ресурсоємним та недоречним. То-
му, у роботі запропоновано підхід, що базується на вико-
ристанні мутаційних змін та специфічних індикаторів і 
критеріїв для структурного доналаштування вже попере-
дньо синтезованих ШНМ.  

Мета роботи – розробка методу структурного до-
налаштування ШНМ для підвищення швидкості їх 
роботи та зменшення ресурсоємності при обробці 
великих даних. 

 

87



e-ISSN 1607-3274   Радіоелектроніка, інформатика, управління. 2021. № 3 
p-ISSN 2313-688X  Radio Electronics, Computer Science, Control. 2021. № 3 

 

© Леощенко С. Д., Олійник А. О., Субботін С. О., Гофман Є. О., Корнієнко О. В., 2021 
DOI 10.15588/1607-3274-2021-3-8 

1 ПОСТАНОВКА ПРОБЛЕМИ  
Нехай маємо попередньо синтезовану нейромо-

дель NN  із визначеною структурою та значеннями 
параметрів ( )paramstructNN ,= . Структура 

{ } { } { }ccNNNNcNstruct ohi === ,,,,,  – визначена 
сукупністю нейронів { }hoi NNNN ,,= , що складаєть-
ся із підмножин вхідних 

{ } iiiii NlNNNN
l

,...,2,1,,...,
21, == , вихідних 

{ } ooooo NpNNNN
p

,...,2,1,,...,
21, ==  та прихованих 

нейронів { } hhhhh NrNNNN
r

,...,2,1,,...,
21, ==  та мно-

жини ваг { }kww =  зв’язків { } ckcccc k ,...,2,1,,..., 21 ==  
між нейронами. 

Тоді задача структурного доналаштувння ШНМ 
полягає в тому, щоб внести структурні зміни до існу-
ючої структури мережі 

{ } { } { }'',',','',','' ccNNNNcNstruct ohi ===  таким чи-
ном, щоб збільшити рівень її інтерпретабельність 

1→condcomplcrit , за умови, що точність роботи не зме-

ншується NNNN ErrorError ≤| . 
 

2 ОГЛЯД ЛІТЕРАТУРИ 
Останні дослідження Бостонських науковців дове-

ли, що впродовж сну (особливо, глибокого сну) у 
людському мозку відбуваються процеси очищення, 
або «brainwashed» [13–15]. Загалом можна відмітити, 
що дослідження довели, що під час сну мозок прово-
дить процеси впорядкування набутої інформації за 
рахунок скорочення, видалення або додавання нових 
зв’язків між нейронами. Роботи засвідчили, що під 
час сну нейрони зменшуються в розмірах і між ними 
виникають простору, які заповнюються мозковою 
рідиною. Результати спостережень вчених засновані 
на відкритті так званої глімфатичної системи, яка діє 
в мозку спеціально для видалення шкідливих речовин 
[14, 15]. Клітини мозку-можливо, гліальні клітини, які 
оточують і підтримують нейрони, зіщулюються під 
час сну. Це призводить до збільшення міжклітинного 
простору в речовині мозку, що в свою чергу підсилює 
приплив рідини, яка виносить з мозку токсини [14, 
15]. Тож, припущення про те, що схожі методи опти-
мізації структури штучних ШНМ зможуть вирішити 
ряд існуючих проблем не є безґрунтовним (рис. 1). 

OBS – метод спрощення структури регресійної 
моделі, наприклад, ШНМ [16, 17]. Основна ідея OBS 
полягає в тому, що ті елементи моделі або ШНМ, які 
мають малий вплив на помилку апроксимації, можна 
виключити з моделі без значного погіршення якості 
апроксимації [16, 17]. 

Детально представити метод OBS можна наступ-
ним чином. Нехай задана вибірка Sample , модель 
( )ε,wf . Для спрощення структури регресійної моделі 

виконуються наступні кроки [16, 17]: 

1) налаштовуємо модель, отримуємо параметри 
( )( )SamplefwEw Sample ,|minarg* = ; 

2) для прирощення ww Δ+*  вирішуємо оптиміза-
ційну задачу, знаходимо для кожного індексу i  міні-
мальне значення Лагранжиана iL ; 

3) обираємо серед iL  мінімальне, відсікаємо еле-
мент моделі, відповідний i -му параметру; 

4) додаємо до вектора параметрів *w , вектор 
прирощень wΔ , відповідний відсіченому параметру; 

5) отримуємо спрощену модель. Модель перена-
лаштовувати не потрібно; 

6) процедуру можна повторювати до тих пір, поки 
значення помилки не перевершить заздалегідь задане. 

Регуляризація в машинному навчанні – метод до-
давання деяких додаткових обмежень до умови з ме-
тою вирішити некоректно поставлене завдання або 
запобігти перенавчання [18, 19]. Ця інформація часто 
має вигляд штрафу за складність моделі. Наприклад, 
це можуть бути обмеження гладкості результуючої 
функції або обмеження за нормою векторного прос-
тору [18, 19]. З байєсівської точки зору багато методів 
регуляризації відповідають додаванню деяких апріор-
них розподілів на параметри моделі. Найчастіше ви-
діляють [18, 19]: 

1) 1L -регуляризацію, або регуляризація лассо-
регресією; 

2) 2L -регуляризацію, або регуляризація регресі-
єю Ріджа. 

В основі 1L -регуляризації лежить досить проста 
ідея. Як і у випадку 2L -регуляризації, ми просто до-
даємо штраф до початкової функції витрат. Подібно 
до того, як в 2L -регуляризації ми використовуємо 

2L -нормування для поправки вагових коефіцієнтів, в 

1L -регуляризації ми використовуємо спеціальне 1L -
нормування. 2L -регуляризація допомагає вирішити 
проблему перенавчання моделі [18, 19]. Суть в тому, 
що надто важкі вагові коефіцієнти відштовхують лі-
нію найкращої відповідності, побудовану на основі 
мінімізації квадрата помилок, від основної тендеції. 

1L -регуляризація сприяє розрідженості функції, коли 
лише деякі фактори не дорівнюють нулю.  

2L -регуляризація сприяє появі малих вагових коефі-
цієнтів моделі, але не сприяє їх точній рівності нулю 
[18, 19].  

WANN – це архітектура ШНМ, представлена роз-
робниками Google, здатна імітувати вроджені інстин-
кти і рефлекси живих істот, з подальшим донавчан-
ням протягом життя [20, 21]. А також може значно 
зменшує кількість зв’язків всередині мережі, підви-
щуючи тим самим їх швидкодію.  

Загальна схема роботи методу дуже схожа на ней-
роеволюційні методи синтезу ШНМ [20, 21]: 

1) створюється популяція простих ШНМ; 
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Хвиля активності 
оновлених нейронів

 
Рисунок 1 – Хвильоподібний процес впорядкування та очищення мозку [13]  

 
2) кожна мережа ініціалізує всі свої ваги одним 

числом, причому для широкого діапазону чисел: 
2...2 +−=w ; 

3) отримані мережі сортуються за якістю рішення 
задачі і за кількістю нейронів (у бік зменшення); 

4) у частині кращих представників додається один 
нейрон, один зв’язок або змінюється функція актива-
ції в одному нейроні; 

5) ці модифіковані мережі використовуються в 
якості початкових для нової ініціалізації – так метод 
повертається до першого кроку.  
При порівнянні цих методів та підходів можна зроби-
ти наступні висновки: порівняння усі сучасні методи 
структурної оптимізації ШНМ мають низку недоліків. 
Так OBS та методи Регуляризації мають хороше тео-
ретичне обґрунтування та використовуються вже до-
статньо давно, проте слід зазначити, що ці методи 
вимагають додаткових обрахунків мета-параметрів 
про ШНМ. Більш того, варто зазначити, що ці обра-
хунки значно підвищують ресурсоємність: значно 
підвищуються вимоги до пам’яті та обчислювальних 
потужностей – у майбутньому це може призвести до 
неможливості або слабкої продуктивності паралель-
них модифікацій цих методів. Також важливо 
пам’ятати про складність застосування регуляризації 
для специфічних задач, адже для цих методів дійсно 
важлива – похідна функції. Похідна, є ключовою, 
оскільки методи базуються на градієнтному спуску, 
який в основному рухається в напрямку похідної. При 
квадратичному члені чим ближче величина знахо-
диться до нуля, тим меншою стає похідна, поки також 
не наблизиться до нуля. Тому в такій ситуації зміни 
при Регуляризації будуть неістотними. Найважливі-
шою ж рисою є те, що OBS та методи Регуляризації 
майже неможливо застосовувати для структурної оп-
тимізації ШНМ із складними структурами: рекурентні 
ШНМ зі зворотними зв’язками або глибокі ШНМ із 
декілька ми прихованими шарами нейронів. З іншого 
боку, WANN виграють через те, що можуть поступо-
во змінювати топологію ШНМ та налаштовувати її 
відповідно до задачі. Також слід відзначити значну 

перевагу WANN за рахунок того, що немає необхід-
ності зберігати та обраховувати мета-параметри ме-
режі.  Проте через недостатнє теоретичне обґрунту-
вання ця технологія поки що нерозповсюджена. 

 

3 МАТЕРІАЛИ ТА МЕТОДИ  
Нейроеволюційні методи передбачають викорис-

тання специфічних генетичних операторів [11, 22, 23]. 
В ряді робіт пропонувалося використовувати адапти-
вні механізми мутації. Загалом визначимо основні 
види мутацій, що можуть використовуватися при син-
тезі ШНМ [22, 23]: 

1) додавання прихованого нейрона. Новий нейрон 
додається разом з вхідним і вихідним зв’язками. При 
цьому вихідний зв’язок нейрона не може його 
зв’язувати із вхідним нейроном; 

2) видалення випадково обраного прихованого 
нейрона разом з усіма вхідними і вихідними зв’язка-
ми. При цьому якщо утворюється пробіл в індексах 
нейронів, що залишилися, то проводиться корекція 
індексів. Вхідні та вихідні нейрони мережі не можуть 
бути видалені; 

3) додавання зв’язку. Випадковим чином визна-
чаються індекси початкового і кінцевого нейронів в 
ШНМ, представленої мутуючої особиною. При цьому 
зв’язок не може закінчуватися вхідним нейроном. 
Вага зв’язку визначається також випадково з діапазо-
ну [–0,5; 0,5]: [ ]5,0;5,0−= Randwi . Якщо в мережі вже 
існує зв’язок з аналогічними вхідними і вихідними 
нейронами, то його вага замінюється на випадкову; 

4) видалення випадково обраного зв’язку. При 
цьому може виникнути ситуація, коли видаляється 
останній зв’язок у прихованого нейрона. У цьому ви-
падку нейрон також видаляється, і, якщо необхідно, 
проводиться корекція індексів нейронів мережі; 

5) зміна функції активації випадкового прихова-
ного нейрону.  

Таким чином, за допомогою мутації можна точко-
во змінювати параметри структури ШНМ. 

Тож зазначимо, що таким чином схожі механізми 
можуть використовуватися для оптимізації структури 
попередньо синтезованих ШНМ. Саме тому пропону-
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ється використовувати адаптивний механізм мутації 
проте з певними додатковими установками. Хаотичне 
додавання (видалення) нейронів і зв’язків може при-
звести до ситуацій, коли, наприклад, в мережі багато 
нейронів і мало зв’язків. Більш логічним буде засто-
совувати різні види мутацій в залежності від особли-
востей архітектури мережі, представленої мутуючої 
особиною. Для цього буде введено критерії та індика-
тори, для оцінювання та регуляції розміру та напрям-
ку розвитку мережі. 

Використання першого критерію засновано на 
припущенні, що чим більше елементів в сумі у вхід-
ному та вихідному векторі навчальної вибірки (чим 
більшою є сумарна кількість вхідних і вихідних ней-
ронів), то, ймовірно, більш складна мережа необхідна 
для вирішення поставленого завдання. Обчислюється 
другий коефіцієнт за такою формулою [24–28]: 

 

 
s

oi
condcompl N

NNcrit +
= . (1) 

 

Тобто, чим більше буде нейронів у мережі, тим 
меншим буде значення критерію condcomplcrit  і з тим 
меншою ймовірністю буде обрана мутація, що додає 
новий прихований нейрон [24–28].  

Перший же індикатор буде використовуватися для 
оцінки надмірності використаної пам’яті. Як було 
зазначено вище, нейромережі володіють пам’яттю, що 
реалізується вагами зв’язків [24–28] Чим менше па-
м’ять мережі, тим менше образів вона може за-
пам’ятати. Проте, в ситуації коли дві мережі з різним 
об’ємом пам’яті забезпечують необхідну точність 
розпізнавання (оцінювання), то мережа з меншою 
пам’яттю, звісно має кращі узагальнюючі властивості. 
Надмірність пам’яті мережі будемо характеризувати 
за допомогою коефіцієнта надмірності для зберігання 
навчальної вибірки [24–28]: 
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Якщо 1>memorind , то пам’ять мережі надлишкова 
(розмірність пам’яті мережі більше розмірності на-
вчальної вибірки). Якщо 1=memorind , то мережа може 
запам’ятати всю навчальну вибірку (розмірність па-
м’яті мережі дорівнює розмірності навчальної вибір-
ки). Якщо 1<memorind , то мережа не зможе в точності 
запам’ятати всю навчальну вибірку (розмірність па-
м’яті мережі менше розмірності навчальної вибірки), 
однак при цьому мережа буде проявляти узагальнюю-
чі та апроксимуючі здібності [24–28]. 

Логічна прозорість мережі в значній мірі залежить 
від загальної кількості зв’язків в мережі і кількості 
зв’язків, що з’єднують конкретні нейрони (кількості 
входів нейронів прихованих шарів) [24–28]. Чим ме-
нше зв’язків, тим простіше мережа і тим зручніше 
вона для аналізу та інтерпретації людиною. Тож інди-

катор розрідженості зв’язків мережі прямого поши-
рення визначимо за формулою [24–28]: 
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Індикатор середньої зв’язаності нейронної мережі 
показує середню кількість входів нейронів всіх шарів, 
крім першого [24–28]. 

Індикатор логічної прозорості i -го нейрона μ -го 

шару мережі ( )i
activind ,μ  буде визначатися типом викори-

стовуваної функції активації [24–28]. Для лінійної та 
порогової функцій активації приймемо: ( ) 1, =μ i

activind , 

для всіх інших функцій активації ( ) 0, =μ i
activind . 
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Виходячи з цього, коефіцієнт логічної прозорості 

ШНМ transpind log  будемо розраховуватися так [24–28]: 
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 0deg ≠rconnind . 
 
На рис. 2 представлено у схематичному вигляді 

процес вибору типу мутації. На рис. 2 використову-
ються такі позначення: 1Val  та 2Val  – певні граничні 
значення, що визначаються для завдання. Умовно 
процес вибору типу мутації можна розділити на дві 
гілки по першому умовному переходу. 

 
4 ЕКСПЕРИМЕНТИ  

Для експериментального дослідження результатів 
використання запропонованого методу оптимізації 
структури ШНМ проведемо ряд тестувань. На рис. 3 
наведено приклад рекурентної ШНМ. Як видно з ри-
сунку структура ШНМ є надмірною, зазвичай в таких 
мережах є нульові ваги у деяких синопсисів. 

Для роботи будемо використовувати вибірку да-
них – Набір даних про ускладнення інфаркту міокарда 
[29–31]. Проблеми реальної складності необхідні для 
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тестування і порівняння різних методів інтелектуаль-
ного аналізу даних і розпізнавання образів. Пропоно-
вана вибірка може бути використана для вирішення 
практично важливого завдання: прогнозування ускла-
днень інфаркту міокарда на основі інформації про 
пацієнта на момент надходження і на третій день гос-
пітального періоду [29–31].  

Інфаркт міокарда – одна з найскладніших проблем 
сучасної медицини [29–31]. Гострий інфаркт міокарда 

пов’язаний з високою смертністю в перший рік після 
нього. Захворюваність їм залишається високою у всіх 
країнах. Особливо це стосується міського населення 
високорозвинених країн, яке піддається впливу хроні-
чних стресових факторів, нерегулярного і не завжди 
збалансованого харчування [29–31]. У Сполучених 
Штатах, наприклад, більше мільйона людей щорічно 
страждають від інфаркту, і 200–300 тисяч з них поми-
рають від гострого ІМ до прибуття в лікарню [29–31]. 

 
Рисунок 2 – Схематичне зображення процесу вибору типу мутації 

 

 
Рисунок 3 – ШНМ до оптимізації 
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Перебіг захворювання у пацієнтів з інфарктом від-
бувається по-різному. Може протікати без ускладнень 
або з ускладненнями, які не погіршують довгостроко-
вий прогноз. У той же час близько половини хворих в 
гострому і підгострому періодах мають ускладнення, 
які призводять до загострення захворювання і навіть 
смерті. Навіть досвідчений фахівець не завжди може 
передбачити розвиток цих ускладнень. У зв’язку з 
цим прогнозування ускладнень інфаркту міокарда з 
метою своєчасного проведення необхідних профілак-
тичних заходів є важливим завданням. 

Характеристики набору даних у таблиці 1. 
 

Таблиця 1 – Загальна характеристика вибірки даних 
Myocardial infarction complications Data Set 

Характеристика 
вибірки 

багато-
вимірна 

Кількість екзем-
плярів 1700 

Характеристика 
атрибутів дійсні Кількість атри-

бутів 124 
 

Під час тестування будемо звертати увагу на час 
роботи мережі та розподіл часу за ітераціями. Додат-
ково будемо оцінювати точність роботи [22, 23]. Для 
цього введемо відносну помилку, яка в цьому випадку 
буде обчислюватися, як відношення кількості невірно 
діагностованих об’єктів до загального розміру вибір-
ки (кількості її екземплярів): 

 

 %100⋅=
sampl

class
Number

error
E . (6) 

Точність роботи – не є цільовим параметром, про-
те важливо, щоб оптимізація не погіршала цього зна-
чення. 

 
5 РЕЗУЛЬТАТИ  

У таблиці 2 наведено порівняння результатів робо-
ти для звичайної мережі та мережі після оптимізації. 

 
Таблиця 2 – Порівняння результатів роботи 

 Час роботи, с Помилка, % 
Звичайна мережа 7621 4,2 
Оптимізована мережа 5712 3,4 
 
На рис. 4 наведено графік, що демонструє різницю 

у розподілі часу між ітераціями під час роботи ШНМ. 
 

6 ОБГОВОРЕННЯ 
З таблиці 2 видно, що час роботи значно 

скоротився. Це пояснюється тим, що оптимізована 
мережа не задіює зайві синопсиси та нейрони, що 
значно пришвидшує роботу із нею. Також важлим є 
те, що точність роботи оптимізованої мережі зросла. 
Такий ефект можна пояснити тим, що надмірна 
структура мережі має надлишкове число вільних па-
раметрів, які в процесі навчання налаштовуються не 
тільки на відновлення цільової залежності, але і на 
відтворення шуму, що може впливати на точність ро-
боти. 

Під час аналізу графіка можна зробити висновок, 
що як раз надмірна топологічна складність мережі до 
оптимізації призводить до різких стрибків у часі між 
ітераціями. У той же час графік розподілу для 
оптимізованої мережі більш плавний. І хоча певні 
стрибки все ж є, їх вплив значно менше та частково 
його можна списати на особливості складної 
рекурентної архітектури мережі. 

Також варто зазначити, що спрощення структури 
ШНМ впливає і на ресурсоємність, а саме на викорис-
тання пам’яті. Зазвичай, найбільше пам’яті вимагає 
процес серіалізації ваг синопсисів. Оскільки оптимі-
зована структура має меншу кількість нейронів та 
зв’язків між ними – це скорочує витрати пам’яті на 
збереження мережі. 

 
ВИСНОВКИ 

Вирішено актуальну науково-прикладну проблему 
структурного доналаштування синтезованих ШНМ.  

Наукова новизна полягає в тому що розроблено 
метод структурного доналаштування синтезованих 
ШНМ на основі нейроеволюційного підходу з вико-
ристанням системи індикаторів та критеріїв для адап-
тивного визначення мутаційних змін. У запропонова-
ному методі використовуються система індикаторів 
для оцінки існуючої структури ШНМ. Враховуючи 
отриману оцінку за структурними особливостями та 
спираючись на критеріальні значення, обирається тип 
структурного доналаштування. У якості варіантів ст-
руктурного доналаштування використовується варіа-
нти мутаційних змін із групи методів нейроеволюці-
онної   модифікації   топології і   ваг нейромережі. 

 
Рисунок 4 – Розподіл часу між ітераціями 
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Запропонований метод дозволяє знизити ресурсоєм-
ність під час роботи нейромоделі, за рахунок пришви-
дшення обробки великих даних. 

Практична цінність полягає в тому, що 
розв’язано практичні завдання структурного донала-
штування та спрощення попередньо синтезованих 
ШНМ, які можуть використовуватися для діагносту-
вання, прогнозування, оцінювання та розпізнавання 
образів. Більш того, враховуючи полегшену структу-
ру такі нейромоделі можна використовувати при ро-
боті з великими об’ємами вхідних даних. Результати 
експериментів показали, що запропонований метод 
дозволяє більш прорідити ШНМ для її подальшого 
використання у якості моделі для діагностування, 
прогнозування, оцінювання та моделювання.  

Перспективи подальших досліджень полягають 
у розробці, досліджені та імплементації критеріальної 
системи, що дозволить більш тонко оцінювати струк-
турні елементи, що кодують зашумлені дані та їх 
зв’язки. Це дозволить додатково зменшити обчислю-
вальні вимоги та збільшити точність роботи ШНМ, 
що в свою чергу значно розширить коло практичного 
використання нейромоделей.   

 
ПОДЯКИ 

Робота була проведена за підтримки держбюджет-
них науково-дослідницьких проектів державного бю-
джету Національного університету «Запорізька полі-
техніка» «Інтелектуальні методи та програмне забез-
печення для діагностики та неруйнівного контролю 
якості військової та цивільної техніки» (номер держа-
вної реєстрації 0119U100360) та «Розроблення мето-
дів та засобів для аналізу та прогнозування динаміч-
ної поведінки нелінійних об’єктів» номер державної 
реєстрації 0121U107499). 
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АННОТАЦИЯ 

Актуальность. Рассмотрена задача структурного изменений предварительно синтезированных моделей на базе искус-
ственных нейронных сетей для обеспечения свойства интерпретабельности при работе с большими объемами данных. Объ-
ектом исследования является процесс структурного изменений искусственных нейронных сетей с использованием адаптив-
ных механизмов.  

Цель работы заключается в разработке метода структурного изменения нейронных сетей для повышения скорости их 
работы и уменьшении ресурсоемкости при обработке больших данных.  

Метод. Предложен метод структурного донастройки нейронных сетей на основе адаптивных механизмов заимствован-
ных из нейроэволюционных методов синтеза. В начале метод использует систему индикаторов для оценки существующей 
структуры искусственной нейронной сети. Оценка основывается на структурных особенностях нейромоделей. Затем полу-
ченные индикаторные оценки сравниваются с критериальными значениями для выбора типа структурного изменений. В ка-
честве вариантов структурного изменения используется варианты мутационных изменений из группы методов нейроеволю-
ционной модификации топологии и весов нейросети. Метод позволяет снизить ресурсоемкость во время работы нейромоде-
лей, за счет ускорения обработки больших данных, что расширяет поле практического применения искусственных нейрон-
ных сетей.  

Результаты. Разработанный метод реализован и исследован на примере использования рекуррентной искусственной се-
ти типа долгая кратковременная память при решении задачи классификации. Использование разработанного метода позво-
лило увеличить скорость работы нейромодели с тестовой выборкой на 25,05 %, в зависимости от используемых вычисли-
тельных ресурсов.  

Выводы. Проведенные эксперименты подтвердили работоспособность предложенного математического обеспечения и 
позволяют рекомендовать его для использования на практике при структурной донастройке предварительно синтезирован-
ных нейромоделей для дальнейшего решения задач диагностирования, прогнозирования, оценивания и распознавания обра-
зов с использованием больших данных. Перспективы дальнейших исследований могут заключаться в более тонкой на-
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стройке системы индикаторов для определения связей, кодирующих зашумленные данные с целью дополнительного повы-
шения точности работы моделей на основе нейронных сетей. 

КЛЮЧЕВЫЕ СЛОВА: интерпретабельность, топология, донастройка структуры, нейроэволюция, нейронные сети. 
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ABSTRACT 
Context. The problem of structural modification of pre-synthesized models based on artificial neural networks to ensure the 

property of interpretation when working with big data is considered. The object of the study is the process of structural modification 
of artificial neural networks using adaptive mechanisms.  

Objective of the work is to develop a method for structural modification of neural networks to increase their speed and reduce 
resource consumption when processing big data.  

Method. A method of structural adjustment of neural networks based on adaptive mechanisms borrowed from neuroevolutionary 
synthesis methods is proposed. At the beginning, the method uses a system of indicators to evaluate the existing structure of an artifi-
cial neural network. The assessment is based on the structural features of neuromodels. Then the obtained indicator estimates are 
compared with the criteria values for choosing the type of structural changes. Variants of mutational changes from the group of 
methods of neuroevolutionary modification of the topology and weights of the neural network are used as variants of structural 
change. The method allows to reduce the resource intensity during the operation of neuromodels, by accelerating the processing of 
big data, which expands the field of practical application of artificial neural networks.  

Results. The developed method is implemented and investigated by the example of using a recurrent artificial network of the 
long short-term memory type when solving the classification problem. The use of the developed method allowed speed up of the 
neuromodel with a test sample by 25.05%, depending on the computing resources used.  

Conclusions. The conducted experiments confirmed the operability of the proposed mathematical software and allow us to rec-
ommend it for use in practice in the structural adjustment of pre-synthesized neuromodels for further solving problems of diagnosis, 
forecasting, evaluation and pattern recognition using big data. The prospects for further research may consist in a more fine-tuning of 
the indicator system to determine the connections encoding noisy data in order to further improve the accuracy of models based on 
neural networks. 

KEYWORDS: interpretation, topology, structural adjustment, neuroevolution, neural networks. 
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